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Abstrak - Badai matahari memiliki dampak negatif
bagi Bumi seperti terganggunya keadaan ruang angkasa,
ionosfer dan atmosfer Bumi, serta sistem teknologi
yang berada di luar angkasa. Badai matahari
merupakan salah satu peristiwa alam yang disebabkan
oleh aktivitas matahari yaitu ledakan matahari (flare).
Flare terjadi akibat terbukanya kumparan medan
magnet di permukaan matahari yang dapat
memancarkan energi sangat besar. Salah satu cara
yang dapat dilakukan untuk mengurangi risiko
dari badai matahari akibat flare yaitu dengan
peramalan. Backpropagation merupakan salah satu
algoritma pembelajaran dalam jaringan saraf
tiruan yang paling umum digunakan salah satunya
untuk peramalan. Backpropagation melakukan
proses pembelajaran dengan penyesuaian bobot-
bobot dari arsitektur jaringan saraf tiruan dengan
arah mundur berdasarkan pada nilai error.
Melihat tingkat urgensi badai matahari yang
disebabkan oleh flare serta berdasarkan beberapa
penelitian terdahulu maka akan dilakukan
peramalan flare pada satu bulan berikutnya
dengan metode Backpropagation. Hasil terbaik
yang diperoleh yaitu menggunakan arsitektur
jaringan 10 unit tersembunyi. Perolehan nilai
MAPE pada tahap pelatihan 9,93% dan tahap
pengujian  15,98%. Hasil Peramalan yang
diperoleh yaitu 0,26 yang berarti bahwa pada
Bulan Januari tahun 2009 tidak terjadi ledakan.

Kata Kunci — Flare, Bakcpropagation, MAPE,
Peramalan

I. PENDAHULUAN

Matahari memiliki pengaruh pada ruang
antariksa dalam berbagai macam bentuk dan
durasi waktu yang berbeda. Radiasi EM
(gelombang radio, infra merah, cahaya, UV,
sinar-X) dan partikel bermuatan yang
dipancarkan oleh matahari akan berinteraksi
dengan medan magnet Bumi, ionosfer dan
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atmosfer yang memiliki efek negatif bagi
Bumi [1].

Flare merupakan salah satu fenomena
cuaca antariksa paling energetik dengan
terbukanya kumparan medan magnet yang
berada di permukaan matahari. Terbukanya
kumparan medan magnet tersebut dapat
memancarkan energi yang sangat besar
sehingga mempengaruhi lingkungan di
sekitar Bumi dan menimbulkan efek tidak
langsung pada operasi satelit, komunikasi
radio dan jaringan transmisi tenaga listrik [2]
[3]. Flare terjadi pada daerah bintik matahari
(sunspot) [3]. Sunspot merupakan daerah
pada fotosfer yang memiliki temperatur lebih
dingin dibandingkan daerah sekitarnya
dengan intensitas cahaya yang dipancarkan
lebih rendah sehingga tampak lebih gelap
daripada bagian matahari lainnya [4].

Badai matahari merupakan contoh dari
peristiva matahari akibat terjadinya flare
yang kuat sehingga dapat mengakibatkan
terganggunya keadaan ruang angkasa,
ionosfer dan atmosfer Bumi, serta sistem
teknologi yang berada di luar angkasa [5].
Badai matahari pernah terjadi beberapa kali,
salah satunya terjadi pada tahun 2000 dan
2003 [6]. Salah satu cara yang dapat
dilakukan untuk mengurangi risiko diatas
yaitu dengan antisipasi. Upaya untuk
mengantisipasi adanya flare sebagai pemicu
badai matahari adalah melakukan prakiraan
atau peramalan flare.

Pada [7] menyatakan bahwa teknik
prediksi menggunakan Jaringan Syaraf
Tiruan (JST) memberikan  keunggulan

dibandingkan teknik statistik linear pada
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umumnya seperti yang dilakukan oleh [8]
yang mendapatkan hasil dalam penelitiannya
bahwa metode JST lebih baik dibandingkan
dengan metode ARMA. Selain itu dalam [9]
yang menggunakan metode JST dengan hasil
yang diperoleh vyaitu persentase MAPE
dibawah 10% untuk meramalkan kedatangan
turis berdasarkan data time series. JST
menggunakan algoritma pembelajaran yang
memiliki fungsi utama memodifikasi secara
teratur bobot dari penghubung setiap unit
jaringan [10, 11, 12]. JST berperan sebagai
alat yang digunakan untuk menyelesaikan
masalah  kompleks terutama  dengan
informasi data yang nonlinear untuk
peramalan [13].

Backpropagation merupakan salah satu
algoritma pembelajaran dalam JST yang
paling umum digunakan dan memiliki
keakuratan yang tinggi [14]. Seperti pada [15]
yang menggunakan Backpropagation pada
JST dengan input model ARIMA untuk
peramalan harga saham memperoleh nilai
MAPE pada metode ARIMA sebesar 1,633%,
metode JST sebesar 0,834% dan metode
hybrid  ARIMA-JST  sebesar 1,621%
sehingga metode JST dengan algoritma
Backpropagation memiliki nilai error paling
kecil. Backpropagation melakukan proses
pembelajaran dengan penyesuaian bobot-

bobot dari arsitektur JST dengan arah
mundur berdasarkan pada nilai error.
Backpropagation bekerja melalui proses

iteratif dengan menggunakan sekumpulan
data latih lalu membandingkan nilai prediksi
dari jaringan yang telah dibangun dengan
nilai sesungguhnya [16]. Arsitektur pada
Backpropagation terdiri dari 3 lapisan yaitu
input layer, hidden layer dan output layer
dengan  bobot pada  masing-masing
penghubung. Informasi disalurkan melalui
input layer, dianalisis di hidden layer dan
hasilnya dikeluarkan output layer [10, 17].
Peramalan menggunakan metode
Backpropagation telah dilakukan oleh
Kusumadewi dalam penelitiannya [18] yang
mendapatkan hasil nilai  MAPE sebesar
1,8187% pada data latih dan 5,6808% pada
data uji. [19] dalam penelitiannya
menggunakan  Backpropagation  untuk

peramalan harga beras mendapatkan hasil
terbaik menggunakan fungsi aktivasi sigmoid
biner dibandingkan dengan fungsi aktivasi
sigmoid bipolar.

Melihat risiko yang akan ditimbulkan oleh
badai matahari akibat ledakan matahari (flare)
dan berdasarkan pada beberapa penelitian
terdahulu maka akan dilakukan peramalan
kejadian ledakan matahari (flare) pada satu
bulan berikutnya yaitu Bulan Januari tahun
2009 dengan metode Backpropagation.

Il. HASIL DAN PEMBAHASAN

A. Data

Penelitian ini menggunakan data time
series yang di unduh melalui website NOAA
(National ~ Oceanic and  Atmospheric
Administration). Data berjumlah 264 data
yang merupakan data jumlah flare selama
264 bulan atau 22 tahun mulai Bulan Januari
tahun 1987 hingga Bulan Desember tahun
2008. Data tersebut dibagi untuk data latih
dan data uji. Data latih yang akan digunakan
berjumlah 216 data yang merupakan data
bulanan dari Bulan Januari 1987 hingga
Bulan Desember 2004 dan 60 data digunakan
untuk data uji yang merupakan data bulanan
dari Bulan Januari 2004 hingga Bulan
Desember 2008.

B. Tahap Pelatihan dan Tahap Pengujian

Hasil pada tahap pelatihan ditampilkan
pada Gambar 1 yang merupakan perolehan
nilai MAPE pada beberapa arsitektur yang
dibangun. Gambar 1(a) menunjukkan hasil
pelatihan dengan menggunakan 5 unit
tersembunyi, Gambar 1(b) menunjukkan
hasil pelatihan dengan menggunakan 10 unit
tersembunyi dan Gambar 1(c) menunjukkan
hasil pelatihan dengan menggunakan 20 unit
tersembunyi.

Gambar 2 menunjukkan hasil perolehan
nilai MAPE pada tahap pengujian. Gambar
2(a) menggunakan 5 unit tersembunyi,
Gambar 2(b) menggunakan 10 unit
tersembunyi dan Gambar 2(c) menggunakan
20 unit tersembunyi.
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Tabel 1: Hasil MAPE tahap pelatihan dan

pengujian
Jumlah Unit MAPE
Tersembunyi | tahap latih | tahap uji
5 13,5394% | 18,2009%
10 9,9345% | 15,9855%
20 9,5217% | 17,2066%

Tabel 1 menunjukkan ringkasan hasil dari
perolehan MAPE pada tahap pelatihan dan
tahap pengujian seperti yang ditunjukkan
pada Gambar 1 dan Gambar 2. Pada tabel
tersebut dapat dilihat bahwa hasil MAPE
terkecil yang diperoleh pada tahap pelatihan
yaitu pada arsitektur jaringan dengan
menggunakan 20 unit tersembunyi dengan
persentase sebesar 9,5217%. Pada tahap
pengujian hasil MAPE terkecil didapatkan
melalui arsitektur ~ jaringan  dengan

Grafik Keluaran JST vs Target dengan nilai MAPE = 13.5394%
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menggunakan 10 unit tersembunyi dengan
persentase sebesar 15,9855%.

Nilai MAPE sebesar 15,9855% pada tahap
pengujian menunjukkan hasil peramalan
yang baik karena berdasarkan kriteria MAPE
berada pada rentang nilai 10%-20%.
Sehingga jaringan Backpropagation yang
akan digunakan pada tahap peramalan yaitu
arsitektur  jaringan dengan jumlah unit
tersembunyi sebanyak 10 unit karena
memiliki nilai MAPE terkecil pada tahap
pengujian.

Pada tahap peramalan hasil yang telah
diperoleh vyaitu angka 0,26 atau bisa
dikatakan tidak ada ledakan. Hal tersebut
menunjukkan peramalan pada Bulan Januari
2009 tidak akan terjadi ledakan matahari
(flare) dengan tingkat kesalahan (error)
melalui  perhitungan  MAPE  sebesar
15,9855%.

Grafik Keluaran JST vs Target dengan nilai MAPE = 9.9345%

1000

Jumlah Ledakan

1000

Jumlah Ledakan
5
3

Grafik Keluaran JST vs Target dengan nilai MAPE = 9.5217%
Q

—<— Keluaran JST
—5— Target

o 50

Pola ke-

(©)

Gambar 1: Hasil MAPE tahap pelatihan. (a) 5 unit tersembunyi. (b) 10 unit tersembunyi. (c) 20 unit
tersembunyi
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156 Grafik Keluaran JST vs Target dengan nilai MAPE = 18.2009%
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120

Jumlah Ledakan Matahari

20

25

30

Pola ke-

()

Gambar 2: Hasil MAPE tahap pengujian. (a) 5 unit tersembunyi. (b) 10 unit tersembunyi. (c) 20 unit

tersembunyi
1. KESIMPULAN layer. Selain itu, juga bisa menambah
percobaan dengan mengubah fungsi aktivasi
Dari hasil yang telah diperoleh, maka pada setiap penghubung.

dapat ditarik kesimpulan bahwa hasil

peramalan jumlah ledakan matahari (flare)
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